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一种新型时间序列多分辨预测模型研究
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（哈尔滨工业大学自动化测试与控制系，黑龙江哈尔滨 １５００８０）

摘 要： 使用单一模型实现复杂时间序列预测一直是一个研究热点和难点问题．本文采用经验模式分解方法首
先将复杂时间序列分解为一系列本征模式函数之和，然后对各个本征模式进行径向基神经网络预测建模，在此基础

上，通过各个分量预测结果的等权求和得出综合预测结果．此外，各ＲＢＦ网络核函数的最优参数对数值与各本征模式
分量呈近似线性关系，利用该线性关系可以减少交叉验证求参数的次数，从而降低计算负担．仿真结果表明分解域多
ＲＢＦ网络预测模型对复杂时间序列预测性能好于单一的ＲＢＦ网络预测模型．
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１ 引言

时间序列数据在一些新的数据库应用以及数据挖

掘等领域中日趋重要，而且这些数据往往是非平稳、非

线性随机时间序列，如气象数据、太阳黑子数据、激光数

据、股票价格数据、网络流量数据、电力需求数据等．许
多时间序列的复杂行为都可以用内在的非线性动力系

统加以解释，但从历史数据正确识别非线性动力系统是

个难题，究其根源在于这些非线性时间序列所蕴涵的动

力系统具有耗散性和初始敏感性等特点．目前已经有很
多进行时间序列预测的方法．最为常用的预测方法为线
性模型方法，如 ＡＲ、ＡＲＭＡ、ＡＲＸ、ＡＲＭＡＸ等，其优点是
模型简单和容易识别，但很难应用于现实中复杂时间序

列的处理［１，２］．非线性模型可以克服线性模型的缺点，
如ＭＬＰ神经网络、ＲＢＦ神经网络、模糊逻辑模型、双线
性自回归模型 ＢＡＲ、支持向量回归模型等［３，４］．但正如

文献［５］指出的那样，一个变化异常复杂的非线性、非平
稳随机信号难以使用单一的模型进行有效的预测．因
此，本文提出使用经验模式分解方法将复杂时间序列分

为一系列比较简单的模式，并分别采用 ＲＢＦ神经网络
对各简单模式分量进行预测建模，然后将这些分量预测

结果集成为综合预测结果．而且利用各个分量参数之间
的关系可减轻正交验证求参数的次数，从而大大减轻计

算负担．利用５个真实复杂时间序列进行预测实验结果
显示，本方法具有很好的预测性能．

２ 理论基础

２１ 经验模式分解

现有的数据处理方法要么是针对线性非平稳过程

的处理方法，如小波变换、ＷａｇｎｅｒＶｉｌｌｅ分布和短时
Ｆｏｕｒｉｅｒ变换，要么是针对非线性平稳过程的处理方法，
如相空间表示法和时间延迟嵌入方法等．小波和短时
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Ｆｏｕｒｉｅｒ变换等方法是基于 Ｆｏｕｒｉｅｒ谱分析的，通过可调
时频窗函数来进行非平稳信号的时频分解，在处理非
平稳信号时可以达到一定的效果，但使用谐波来表示

非线性信号时会发生能量向高频泄露，产生虚假频谱

成分．相空间表示法和时间延迟嵌入方法在高噪声情
况下将无法重构与真实物理过程微分同胚的动力系

统［１２］．所以上述这些方法很难处理现实世界中非线性、
非平稳随机信号，人们迫切需求一种新型处理方法．

１９９８年，ＮｏｒｄｅｎＥ．Ｈｕａｎｇ提出一种适用于分析和处
理非线性、非平稳随机信号的新方法———ＨＨＴ变换
（ＨｉｌｂｅｒｔＨｕａｎｇＴｒａｎｓｆｏｒｍ，ＨＨＴ）［６，８］．ＨＨＴ变换由两步组
成：

第一步将任意信号分解为若干本征模式分量（Ｉｎ
ｔｒｉｎｓｉｃＭｏｄｅＦｕｎｃｔｉｏｎ，ＩＭＦ）和一个余项，该步骤称为经验
模式分解法（ＥｍｐｉｒｉｃａｌＭｏｄｅＤｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＭＤ）；

第二步对每个本征模式或余项进行希尔伯特谱分

析（Ｈｉｌｂｅｒｔｓｐｅｃｔｒａｌａｎａｌｙｓｉｓ，ＨＡＳ）．
其中，ＩＭＦ分量必须满足下面两个条件：
（１）在整个数据序列中，极值点的数目与过零点的

数目必须相等或至多相差一个；

（２）数据序列极大值点确定的上包络和极小值点
所确定的下包络关于时间轴对称．

ＥＭＤ方法步骤如下，假设在任何信号都由不同的
ＩＭＦ组成，每个 ＩＭＦ可以是线性的，也可以是非线性的，
这样任何一个信号就可以分解为有限个 ＩＭＦ之和，则
ＩＭＦ可以按以下方法“筛分”（Ｓｉｆｔｉｎｇ）：

（１）确定信号 ｘ（ｔ）的所有局部极值点，将所有极大
值点用三次样条拟合形成上包络线，将所有极小值点

用三次样条拟合形成下包络线，这两条包络线包络了

所有的信号数据；

（２）将两条包络线的均值记为 ｍ１，求出
ｙ１（ｔ）＝ｘ（ｔ）－ｍ１ （１）

（３）判断 ｙ１（ｔ）是否满足 ＩＭＦ条件，若 ｙ１（ｔ）不满足
ＩＭＦ条件，则将 ｙ１（ｔ）作为原始数据，重复执行步骤（１）、
（２），直到 ｙ１（ｔ）满足 ＩＭＦ条件，记 ｙ１（ｔ）＝ｃ１（ｔ），则 ｃ１
（ｔ）为信号 ｘ（ｔ）的第一个ＩＭＦ分量，它代表信号 ｘ（ｔ）中
最高频率的分量；

（４）将 ｃ１从 ｘ（ｔ）中分离出来，即得到一个去掉高
频分量的差值信号 ｒ１（ｔ），即有

ｒ１（ｔ）＝ｘ（ｔ）－ｃ１（ｔ） （２）
（５）将 ｒ１（ｔ）作为原始数据，重复步骤（１）、（２）、（３），

得到第二个 ＩＭＦ分量 ｃ２（ｔ），重复 ｎ次，得到 ｎ个 ＩＭＦ
分量．

经过一系列分解后，时间序列 ｘ（ｔ），ｔ＝１，２，…，Ｎ
可表示成ｎ个本征模式分量ｃｉ（ｔ））和一个余项 ｒｎ（ｔ）之

和，即：

ｘ（ｔ）＝∑
ｎ

ｉ＝１
ｃｉ（ｔ）＋ｒｎ（ｔ） （３）

其中 ｃ１到 ｃｎ的频率从大到小排列，ｃ１所含频率最高，
ｃｎ所含频率最低，而 ｒｎ（ｔ）为一个单调序列．
２２ ＲＢＦ网络预测建模

文献［７］指出人工神经网络具有优良的非线性时
间序列预测性能，且与支持向量回归预测模型进行比

较的结果表明：人工神经网络预测模型在许多应用中

优于支持向量回归预测模型．
ＲＢＦ神经网络是一种全局最优逼近能力的前向神

经网络模型，其结构简单、训练简洁且学习收敛速度

快，能够逼近任意非线性函数．此外，ＲＢＦ神经网络训练
不需要求解大规模二次规划问题，在训练速度上优于

支持向量机等．因此，本文采用 ＲＢＦ神经网络对各个
ＩＭＦ进行预测建．ＲＢＦ网络是一个包括输入层、隐含层
和输出层的多输入单输出系统．隐含层利用径向基函
数实现输入向量到高维特征空间的映射．径向基函数
有多种形式，通常选择高斯函数．输出层可实现输出权
值的线性组合．ＲＢＦ神经网络的学习算法主要有：凭借
经验选取、有监督的选择中心、无监督的选择中心、正

交最小二乘法 ＯＬＳ等．本文采用 Ｍａｔｌａｂ工具箱中的径
向基神经网络设计函数进行 ＲＢＦ神经网络设计．该径
向基网络设计函数为：

ｎｅｔ＝ｎｅｗｒｂｅ（Ｐ，Ｔ，ＳＰＲＥＡＤ） （４）
式中：ｎｅｔ为返回的 ＲＢＦ网络；ｎｅｗｒｂｅ为 ＲＢＦ网络设计
函数名；Ｐ为输入向量；Ｔ为目标输出向量；ＳＰＲＥＡＤ为
径向基函数的分布系数，网络越大，网络输出越平滑，

网络泛化能力也越强．

３ 新型多分辨预测模型及参数选择方法

３１ 新型多分辨预测模型

本文推荐的多分辨预测模型先使用 ＥＭＤ算法对非
线性非平稳随机序列进行多分辨分解为一系列对称性

好的非线性序列（ＩＭＦ分量）之和，然后对各个子序列分
别使用合适的 ＲＢＦ网络进行预测，最后将各个预测进
行集成．

基于 ＥＭＤ分解的多 ＲＢＦ网络综合预测模型的基
本工作流程如下：

（１）使用经验模式分解将非线性非平稳时间序列
分解进行 ｎ阶分解，即分解出从高频到较低频的 ｎ个
分量；

（２）使用ＲＢＦ神经网络对各个分量进行预测建模．
每个ＲＢＦ网络采用与各 ＩＭＦ分量相对应的近似最优的
ＳＰＲＥＡＤ参数；

（３）对各个分量的的预测结果进行等权求和集成
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为综合预测结果．
３２ 参数选择方法

获取良好预测效果的关键是选择合适的 ＲＢＦ基函
数的离散度参数，该参数大小决定了 ＲＢＦ神经网络的

ＶＣ维大小．ＲＢＦ基函数为形如 ｆｂｅｆ（ｘ）＝
１
２槡πσ
ｅ－
‖ｘ－ｘ０‖

σ
２

的函数，其中σ为离散度参数，ｘ０为均值．在 Ｍａｔｌａｂ工
具箱中的径向基神经网络设计函数的 ＳＰＲＥＡＤ参数为
离散度参数的倒数．若 ＳＰＲＥＡＤ取值太大，则 ＲＢＦ网络
对高频成份拟合效果好，但是容易造成过拟合而不能

获得好的预测效果．若 ＳＰＲＥＡＤ取值太小，则 ＲＢＦ网络
对低频成分拟合较好，但不能充分反映序列的细节变

化，造成欠拟合，同样不能取得好的预测效果．所以，如
果使用单一ＲＢＦ网络进行全局预测建模型，则径向基
函数的分布系数 ＳＰＲＥＡＤ的选取需要平衡对各个频率
成分的预测性能以期达到最优预测效果．实践表明ＲＢＦ
神经网络对对称性比较好的非线性非平稳随机序列预

测效果比较好，但当非线性时间序列序列对称性很差

（如网络流量数据）时预测性能很差．
ＲＢＦ网络的 ＳＰＲＥＡＤ参数选择通常采用交叉验证

和网格搜索（ｇｒｉｄｓｅａｒｃｈｉｎｇ）相结合的方法进行最优参数
搜索．但是由于分解分量较多，如果对各个分量的 ＲＢＦ
网络参数均进行最优参数搜索将会增加很大的计算负

担．针对这一缺点，本文试图找到各个 ＲＢＦ网络最优参
数之间的相互关系．

从ＥＭＤ分解出发，可以发现 ＥＭＤ分解方法实现对
信号的分解为近似分频分解，这可以推断出用来拟合

不同 ＩＭＦ分量的所需函数集的容量（即 ＶＣ维大小）也
以指数形式递减，而在使用 ＲＢＦ网络进行拟合时其核
函数参数决定了拟合函数集的容量大小，从而可以做

出如下推断：ＲＢＦ网络最优 Ｓｐｒｅａｄ参数对数值与 ＩＭＦ１
～ＩＭＦｎ的曲线应该近似为线性关系．例如，采用太阳黑
子数据进行实验，使用１０阶交叉验证和网格搜索方法
进行各 ＲＢＦ网络的
ＳＰＲＥＡＤ参数搜索．
如图１所示为太阳黑
子数据 ＥＭＤ分解域
ＩＭＦ分量与各ＲＢＦ网
络的 ｌｏｇ（Ｓｐｒｅａｄ）关系
曲线，该曲线近似为

线性关系，证实了上

述推断的正确性．由该近似线性关系可知，只需要对两
个分量进行交叉验证和网格搜索取得两个参数，然后

通过线性关系求取其他分量的参数，这样可以大大减

轻由于分解造成的参数选择的计算负担．

４ 实验仿真

为了验证新型预测模型的有效性，本文采用５个实
际的非线性、非平稳随机时间序列进行实验，并与单一

分辨率下的ＲＢＦ神经网络预测模型做对比实验．５个实
际时间序列为：ｓｕｎｓｐｏｔｄａｔａｂａｓｅ［９］，ＳａｎｔａＦｅＬａｓｅｒＴｉｍｅＳｅ
ｒｉｅｓ［９］，ＤａｒｗｉｎＳｅａＬｅｖｅｌＰｒｅｓｓｕｒｅ［９］，ＰｏｌａｎｄＥｌｅｃｔｒｉｃＤｅｍａｎｄ
ｔｉｍｅｓｅｒｉｅｓ［９］，ＥｔｈｅｒｎｅｔＰａｃｋｅｔ时间序列数据［１０］．

因为以太网数据包时间序列的非线性性和非对称

性特点突出，此外因篇幅所限，所以在此仅给出以太网

数据包时间序列在使用两种不同预测模型预测的结果

显示，如图２所示，其中图２（ａ）给出了使用单一ＲＢＦ网
络进行预测结果，图 ２（ｂ）给出了在 ＥＭＤ分解域下多
ＲＢＦ网络集成预测模型预测结果．图２中横坐标表示时
间，纵坐标表示预测序列值或真实序列值．从图２可以
发现ＥＭＤ分解域下多 ＲＢＦ网络集成预测模型的预测
值比单一预测模型的预测值更接近于真实序列值．

为了全面考察某一预测方法的预测性能，本文采

用两种性能评价标准［１１］：平均绝对误差（Ｍｅａｎａｂｓｏｌｕｔｅ
ｅｒｒｏｒ，ＭＡＥ）和规范化均方根误差（Ｎｏｒｍａｌｉｚｅｄｒｏｏｔｍｅａｎ
ｓｑｕａｒｅｅｒｒｏｒ，ＮＲＭＳＥ）．ＭＡＥ的定义式为：

ＭＡＥ＝１ｎ∑
ｎ

ｉ＝１
｜ｘ（ｉ）－ｘ^（ｉ）｜ （５）

ＮＲＭＳＥ的定义式为：

ＮＲＭＳＥ＝

１
ｎ∑

ｎ

ｉ＝１
［ｘ（ｉ）－ｘ^（ｉ）］槡 ２

１
ｎ∑

ｎ

ｉ＝１
［ｘ（ｉ）－珋ｘ］槡 ２

（６）

其中 ｎ为预测集数据个数，ｘ（ｉ）为真实值，^ｘ（ｉ）为预测
值，珋ｘ为序列均值．

表１给出了５个非线性非平稳时间序列预测误差．
从表１可知，使用 ＥＭＤ分解域多 ＲＢＦ网络集成预测模
型进行预测的平均绝对误差和规范化均方误差均小于

使用单一ＲＢＦ网络预测模型进行预测的平均绝对误差
和规范化均方误差，所以 ＥＭＤ分解域多 ＲＢＦ网络模型
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的预测性能优于单一 ＲＢＦ网络预测模型，其原因是在
各个本征模式下的频率成分或波形变化与原始信号相

比更简单和对称，从而更容易预测．
表１ 不同非线性时间序列预测的ＭＡＥ和ＮＲＭＳＥ误差

数据集
ＭＡＥ ＮＲＭＳＥ

ＲＢＦ ＥＭＤ＋ＲＢＦ ＲＢＦ ＥＭＤ＋ＲＢＦ
ＥｔｈｅｒｎｅｔＰａｃｋｅｔＳｅｒｉｅｓ ０．１２７７ ０．０８２６ ０．８００１ ０．３１９７
ＰｏｌａｎｄＥｌｅｃｔｒｉｃＤｅｍａｎｄ ０．０３７８ ０．０２２０ ０．００８５ ０．００２９
ＤａｒｗｉｎＳｅａＬｅｖｅｌＰｒｅｓｓｕｒｅｓ０．１２５３ ０．１１３１ ０．１４１８ ０．１３６９
ＳａｎｔａＦｅＬａｓｅｒｔｉｍｅｓｅｒｉｅｓ０．０６３０ ０．０３７７ ０．０３２２ ０．０１８４
Ｓｕｎｓｐｏｔｔｉｍｅｓｅｒｉｅｓ ０．１３５０ ０．１００９ ０．１４７３ ０．０８２７

５ 结论

本文提出了一种基于ＥＭＤ分解的复杂时间序列多
ＲＢＦ网络集成预测模型．该模型通过使用经验模式分解
将非线性非平稳随机信号分解为一系列变化较简单的

本征模式和一个余项之和，然后分别对各个本征模式

进行ＲＢＦ神经网络预测建模．此外，本文利用各个 ＲＢＦ
网络参数之间的近似线性关系减少参数选择中交叉验

证的次数，从而减轻由于多分量建模造成的计算负担．
使用５个实际的非线性非平稳时间序列完成的有效性
验证结果表明，基于 ＥＭＤ分解的多 ＲＢＦ网络集成预测
模型是一种适合于非线性、非平稳时间序列预测方法，

具有广阔的应用前景．因为新模型中的各个 ＲＢＦ网络
的训练彼此独立，非常适合并行计算，所以下一步工作

将集中于该模型的并行计算研究．此外，该模型的增量
算法研究也是未来的研究方向之一．
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